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Головна мета методу супер роздiльної здатностi (super-resolution) полягає у створеннi зображення
бiльш високої роздiльної здатностi з зображень нижчої роздiльної здатностi. Зображення високої
роздiльної здатностi забезпечують високу щiльнiсть пiкселiв, отже, бiльше деталей на вихiдному
зображенi. Необхiднiсть високої роздiльної здатностi широко поширена у методах комп’ютерного зору,
в програмах для розпiзнавання образiв або звичайного аналiзу зображень. Проте зображення високої
роздiльної здатностi не завжди є доступними. Це пов’язано з тим, що процеси перетворення та методи
для обробки вимагають надпотужних процесiв, тому i обладнання для отримання зображень високої
роздiльної здатностi виявляється дорогим. Цi проблеми можуть бути подоланi за допомогою алгорит-
мiв обробки зображень, якi є вiдносно недорогими, що призвело до появи концепцiї надрозв’язання. Це
дає перевагу, тому що може коштувати дешевше, а iснуючi системи вiзуалiзацiї з низькою роздiльною
здатнiстю є достатньо доступними. Висока роздiльна здатнiсть має велике значення у медичнiй вiзуалi-
зацiї для дiагностики. Багато програм вимагають масштабування конкретної областi зображення, при
цьому висока роздiльна здатнiсть стає необхiдною, наприклад, для спостереження, кримiналiстики та
супутникової вiзуалiзацiї. Наведений в роботi метод з використанням згорткової нейронної мережi
для вiдтворення зображень супер роздiльної здатностi напряму виконує перетворення з низького
зображення на зображення подiбне до оригiналу. Щоб прискорити час виходу, запропонований метод
виконує бiльшiсть обчислювальних операцiй у просторi з низьким дозволом та при цьому зменшення
дискретизацiї не призводить до втрати iнформацiї. Головна задача роботи нейронної мережi полягає
в реконструкцiї спотвореного зображення та пошуку iдеальної функцiї вiдтворення, по якiй, власне,
нейронна мережа простої структури створює якiснi зображення з кращими показниками, таким як
роздiльна здатнiсть, спiввiдношення сигнал/шум, меншi часовi витрати на вiдновлення зображення.
Пiд час експеременту було визначено алгоритм, по якому запропонована нейронна мережа може рекон-
струювати будь-яке зображення, з рiзними видами спотворень. Метод super-resolution був реалiзований
з використанням мови програмування python 3.6 та програмних модулiв для згорткових нейронних
мереж tensorflow та tensorlayer. Графiчнi даннi спiввiдношення сигнал/шум, структурної подiбностi та
графiки втрат були отриманнi за допомогою модулю tensorboardX.
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Вступ

У данiй статтi розглядається згорткова нейрон-
на мережа для полiпшення якостi зображення, яка
може бути навчена як для збiльшення роздiльної
здатностi зображення, так i для полiпшення iнфор-
мативностi зображень, отримання точних i в той же
час вiзуально приємних зображень.

Роздiльна здатнiсть зображення описує деталi
зображення та визначає кiлькiсть пiкселiв на одини-
цю площi. Чим вища роздiльна здатнiсть, тим бiль-
ше деталей зображення. Супер роздiльна здатнiсть
(Super-Resolution, SR) – це процес реконструкцiї
зображення з високою роздiльною здатнiстю (high-
resolution, HR) iз заданого (вхiдного) зображення з

низькою роздiльною здатнiстю (low-resolution, LR).
Super-Resolution є складною задачею, i вирiшення
цiєї проблеми є активною областю дослiдження в
галузi комп’ютерного зору та глибинного навчання.

Процес вiдновлення високої роздiльної здатностi
зображень з низькорозмiрних зображень – це зав-
дання вiдновлення втраченої iнформацiї. Очевидно,
що при застосуваннi функцiї деградацiї ми отри-
муємо зображення LR iз зображення HR. Одним
iз простих методiв отримання даних LR є погiр-
шення даних HR рiзними втратами та шумами.
Маючи iнформацiю про точну функцiю деградацiї,
застосовуючи її зворотну до зображення LR, можна
створити функцiю вiдтворення та вiдновити зобра-
ження HR [1]. Зазвичай при вирiшеннi зворотньої
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задачi функцiя деградацiї наперед невiдома. Про-
блематика Super-Resolution полягає в тому, що при
зменшеннi розмiру зображення втрачається багато
деталей та iнформацiї. Якщо ми намагаємося вiдно-
вити високоякiсне зображення з низької роздiльної
здатностi, то виникає проблема вiдновлення цих
втрачених деталей.

Сьогоднi для покращення якiсних характери-
стик багатовимiрних сигналiв (зображень) широко
використовують згортковi нейроннi мережi [2–4],
щоб вiдновлювати високоякiснi зображення з низь-
кої роздiльної здатностi. Структура мережi – одно-

спрямована (без зворотних зв’язкiв), багатошарова
зображена на Рис. 1. Однак, процес вiдновлювання
високоякiсних зображень за допомогою згорткової
нейронної мережi може бути пов’язаний з багатьма
проблемами, такими як складнiсть тренування ме-
режi, погана якiсть вiдновлення та високi вимоги до
обчислювальної потужностi. Також можуть виника-
ти проблеми, пов’язанi з вiдновленням деталей, якi
не були присутнi в низькороздiльних зображеннях,
i зi створенням вiрогiдних деталей, якi вiдсутнi на
вихiдному зображеннi, але вiдповiдають реальним
деталям.

Рис. 1. Архiтектура згорткової нейронної мережi

Для вирiшення цих проблем було застосовано
пiдхiд глибинного навчання (deep learning) згортко-
вої нейронної мережi.

1 Навчання згорткової нейрон-

ної мережi

Навчання функцiї наскрiзного вiдображення F
вимагає оцiнки параметрiв мережi

𝜃 = {𝑊1,𝑊2,𝑊3, 𝐵1, 𝐵2, 𝐵3} . (1)

Це досягається шляхом мiнiмiзацiї втрат мiж вiд-
новленими зображеннями 𝐹 (𝑌 ; 𝜃) i вiдповiдни-
ми зображеннями високої роздiльної здатностi 𝑋.
Для набору зображень високої роздiльної здатностi
{𝑋𝑖} та вiдповiдних зображень iз низькою роздiль-
ною здатнiстю {𝑌𝑖} використовується середньоква-
дратична помилка (MSE) як функцiя втрат:

𝐿 (𝜃) =
1

𝑛

𝑛∑︁
𝑖=1

𝐹 (𝑌𝑖; 𝜃)−𝑋𝑖
2, (2)

де n – кiлькiсть навчальних вибiрок. Використан-
ня MSE як функцiї втрат сприяє високому PSNR
(пiкове спiввiдношення сигналу до шуму). PSNR є
широко використовуваною метрикою для кiлькiсної
оцiнки якостi вiдновлення зображення. Незважа-
ючи на те, що запропонована модель тренується
на користь високого PSNR, пiд час навчання все

ще спостерiгається задовiльна продуктивнiсть, коли
модель оцiнюється за допомогою альтернативних
показникiв оцiнки, наприклад, SSIM, MSSIM [5].
Втрати мiнiмiзуються за допомогою стохастично-
го градiєнтного спуску зi стандартним зворотним
поширенням. Зокрема, ваговi матрицi оновлюються
як:

∆𝑖+1 = 0.9 ·∆𝑖 − 𝜂 · 𝜕𝐿

𝜕𝑊 𝑙
𝑖

, (3)

𝑊 𝑙
𝑖+1 = 𝑊 𝑙

𝑖 +∆𝑖+1, (4)

де 𝑙 =∈ {1, 2, 3} та 𝑖 — iндекси шарiв та iтерацiй, 𝜂 —
швидкiсть навчання, 𝜕𝐿

𝜕𝑊 𝑙
𝑖

— похiдна. Ваги фiльтрiв

кожного шару iнiцiалiзуються шляхом випадкового
вибору гаусiвського розподiлу з нульовим середнiм i
стандартним вiдхиленням 0,001. Швидкiсть навча-
ння становить 10−4 для перших двох шарiв i 10−5

для останнього. Емпiричним шляхом встановлено,
що менша швидкiсть навчання на останньому шарi
важлива для сходження мережi (подiбно до випад-
ку зменшення шуму). На етапi навчання основнi
зображення iстини 𝑋𝑖 готуються як пiдзображе-
ння 𝑓𝑠𝑢𝑏 × 𝑓𝑠𝑢𝑏 × 𝑐 - пiксель, випадково обрiзанi
з навчальних зображень. Пiд «пiдзображеннями»
мається на увазi, що цi зразки розглядаються як
невеликi «зображення», а не «фрагменти», у тому
сенсi, що «фрагменти» перекриваються i вимагають
певного усереднення як постобробку, а «пiдзобра-
ження» не потребують. Щоб синтезувати вибiрки
з низькою роздiльною здатнiстю 𝑌𝑖, пiдзображення
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розмиваються за допомогою ядра Гаусса, пiдзбiрка
за допомогою коефiцiєнта збiльшення, i масшта-
бується воно на той самий фактор за допомогою
бiкубiчної iнтерполяцiї. Щоб уникнути граничних
ефектiв пiд час навчання, усi згортковi шари не
мають заповнення, i мережа видає менший ви-
хiд ((𝑓𝑠𝑢𝑏 − 𝑓1 − 𝑓2 − 𝑓3 + 3)2 × 𝑐). Функцiя втрат
MSE оцiнюється тiльки за рiзницею мiж централь-
ними пiкселями 𝑋𝑖 та вихiдним сигналом мере-
жi. Навiть при використаннi фiксованого розмiру
зображення пiд час навчання, згорткова нейрон-
на мережа може бути застосована до зображень

довiльного розмiру пiд час тестування. Бiльшiсть
методiв створення, навчання та роботи згорткових
нейронних мереж спрямованi на полiпшення лише
таких якiсних показникiв оцiнки зображення як пi-
кове спiввiдношення сигнал/шум i середнє значення
ваг зв’язкiв без будь-якого врахування часу обро-
блення. В наслiдок цього навiть до комп’ютерiв
високого класу потужностi пред’являються високi
обчислювальнi вимоги, не кажучи вже про мобiльнi
пристрої [6]. На Рис. 2 представлена архiтектура
запропонованого методу.
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Рис. 2. Архiтектура методу для реставрацiї зображень з використанням згорткових нейронних мереж

Upsampling i downsampling є операцiями змi-
ни роздiльної здатностi (розмiру) зображення.
Downsampling (зменшення роздiльної здатностi) –
це процес зменшення кiлькостi пiкселiв у зображен-
нi. Це зазвичай досягається шляхом згортки (згу-
щення) зображення з використанням фiльтра, що
зменшує розмiр зображення та виключає частину
високочастотних складових. Наприклад, якщо ми
зменшуємо розмiр зображення вдвiчi, ми можемо
використовувати фiльтр, який видаляє кожен дру-
гий рядок i стовпець, зменшуючи розмiр зображе-
ння у два рази. Upsampling (збiльшення роздiльної
здатностi) – це процес збiльшення кiлькостi пiкселiв
у зображеннi, який може бути досягнутий шляхом
вiдновлення пропущених пiкселiв з використанням
iнтерполяцiї. Наприклад, ми можемо збiльшити роз-
мiр зображення у два рази, використовуючи методи
iнтерполяцiї, такi як бiлiнiйна iнтерполяцiя, яка ви-
користовує набiр сусiднiх пiкселiв, щоб вiдновити
новi пiкселi мiж ними. Для вiдновлення високоякi-
сного зображення з низької роздiльної здатностi,
спочатку зображення зменшують до певного розмi-
ру, а потiм застосовують методи upsampling для вiд-
новлення деталей та пiдвищення роздiльної здатно-

стi [7,8]. Конволюцiйний шар (Convolutional layer) –
це основний будiвельний блок в згорткових нейрон-
них мережах, який вiдповiдає за обробку вхiдного
зображення. Convolutional layer зазвичай мiстить
набiр фiльтрiв (якi також називають ядром або ма-
трицею зважених параметрiв), якi «скользять» по
вхiдному зображеннi, виконуючи операцiю згортки.
Кожен фiльтр має ваговi коефiцiєнти, якi викори-
стовуються для змiшування пiкселiв вхiдного зо-
браження, щоб отримати нове значення пiкселя у
вихiдному зображеннi. Використовуючи набiр фiль-
трiв, Convolutional layer видає декiлька карт ознак,
що представляють вихiдну iнформацiю. Пiсля про-
ходження вхiдного зображення через Convolutional
layer, вихiднi карт ознак передаються в наступний
Convolutional layer або iнший тип шару, що дозволяє
вiдновлювати бiльш складнi функцiї зображення. У
CNN (convolutional neural network) зазвичай вико-
ристовують декiлька Convolutional layers з рiзними
наборами фiльтрiв, що дозволяє отримати все бiльш
i бiльш складнi ознаки зображення. Застосування
Convolutional layers дозволяє виявляти просторовi
залежностi в зображеннях [9], що є корисним в
багатьох завданнях обробки зображень, таких як
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класифiкацiя, виявлення об’єктiв, вiдновлення зо-
бражень високої роздiльностi тощо. ReLU (Rectified
Linear Unit) є однiєю з найбiльш поширених фун-
кцiй активацiї в глибокому навчаннi. Ця функцiя
активацiї має вигляд: 𝑓(𝑥) = max(0, 𝑥), де 𝑥 –
вхiдний сигнал, а 𝑓(𝑥) – вихiдний сигнал пiсля
застосування функцiї активацiї. Результатом фун-
кцiї ReLU є 0 для всiх вхiдних значень, якi меншi
за 0, а для всiх значень, якi бiльшi або рiвнi 0,
результатом є саме це значення. Це означає, що
функцiя ReLU ”активується” тiльки тодi, коли вхi-
дний сигнал бiльший за 0, iнакше вона не дає нiякої
вiдповiдi. Використання функцiї ReLU має декiлька
переваг у порiвняннi з iншими функцiями активацiї,
зокрема вона швидше обчислюється i має менше
проблем з градiєнтами в процесi навчання нейронної
мережi [10]. Subpixel є технiкою збiльшення роз-
дiльної здатностi зображення шляхом використання
iнтерполяцiї кольору мiж пiкселями зображення.
Замiсть того, щоб просто розтягувати пiкселi, що
може призвести до використання бiльшої кiлькостi
пiкселiв, subpixel роздiляє кожен пiксель на бiльшу
кiлькiсть частин, кожна з яких мiстить часткову
iнформацiю про колiр. Це дозволяє досягти бiль-
шої роздiльної здатностi без збiльшення кiлькостi
пiкселiв. Desubpixel, з iншого боку, є процесом змен-
шення роздiльної здатностi зображення. Це може
бути корисно при зменшеннi розмiру зображення
або при зменшеннi розмiру деяких його елемен-
тiв, наприклад, при зменшеннi розмiру шрифту
на зображеннi. Загалом, subpixel та desubpixel –
це технiки, якi використовуються для оптимiзацiї
розмiру зображень з метою покращення якостi вiзу-
ального вiдображення та зменшення розмiру файлу
зображення. Залишковий блок (Residual block) є ти-
пом блоку, який дозволяє пропускати вхiднi данi
через нейронну мережу, додаючи їх до вихiдного
сигналу блоку, що називається ”skip connection” або
”shortcut connection”. Це дозволяє нейроннiй мережi
”залишатися на шляху” до вхiдних даних, що може
допомогти покращити якiсть навчання та зменши-
ти ймовiрнiсть зникаючих градiєнтiв. Residual block
може бути визначено як: 𝑦 = 𝐹 (𝑥)+𝑥, де 𝑥 – вхiдний
сигнал, 𝑦 – вихiдний сигнал, а 𝐹 – функцiя, яка на-
вчається блоком. Якщо вхiдний та вихiдний сигнали
мають рiзну кiлькiсть функцiональних просторiв,
то вхiдний сигнал 𝑥 може проходити через додатко-
вий шар, щоб привести його до вiдповiдного розмiру
перед додаванням до вихiдного сигналу 𝐹 (𝑥). Resi-
dual block дозволяє нейроннiй мережi ”вчитися” на
рiзницi мiж вхiдними та вихiдними даними, замiсть
того, щоб ”вчитися заново” на тих самих даних, що
може призвести до перенавчання. Шари нормалiза-
цiї (Instance Normalization) – це метод нормалiзацiї
(рiвняння, що перетворює вхiднi данi в стандарти-
зовану форму) для глибинних нейронних мереж,
який застосовується до кожного елементу вхiдного
шару окремо (на вiдмiну вiд Batch Normalization, де

нормалiзацiя виконується для всiх зразкiв в пакетi).
У Instance Normalization для кожного зразка вхiд-
них даних вiдбувається нормалiзацiя по каналах
(глибина), шляхом вiднiмання середнього значення
i дiлення на стандартне вiдхилення. Це допомагає
уникнути змiщення вихiдних значень вiдносно точ-
ки розподiлу вхiдних даних, що може призвести до
занадто великих або занадто малих значень ваг.
Це може зменшити проблеми зi збiжнiстю, забез-
печити бiльш стiйку роботу мережi та полiпши-
ти якiсть роботи на нових даних. За допомогою
Downsampling зображення спочатку знижується з
коефiцiєнтом 4 за допомогою двох запропонованих
×2 модулiв desubpixel. Конволюцiйний шар 1×1 ви-
користовується для налаштування кiлькостi каналiв
в потрiбне значення. Пiсля зниження дискретизацiї
в простiр з низькою роздiльною здатнiстю, ознаки
надходять в модуль з N залишкових блокiв, кожен
з яких складається з двох конволюцiйних шарiв
3×3 з наступною нормалiзацiєю i ReLU активацiї.
Зазначимо, що шари нормалiзацiї екземплярiв ви-
користовуються для покращення зображення лише
для нормалiзацiї варiацiї контрасту мiж зразками.
Блок вихiд N-го залишкового блоку переходить в
блок Up Sample, де потрапляє в модуль ×2 Subpixel,
перед пiдсумовуванням з низькоякiсним вхiдним
зображенням для отримання прогнозованого висо-
коякiсного вихiдного зображення [11]. Зменшення
кроку дискретизацiї зазвичай призводить до втрати
iнформацiї. Модуль реверсивного зниження дискре-
тизацiї, так званий десубпiксель, виконує зниження
дискретизацiї таким чином, що його вхiдний сиг-
нал може бути вiдновлений, як показано на Рис. 3.
Запропонований модуль десубпiкселя систематично
перебудовує просторовi характеристики в канали
для зменшення просторових розмiрiв без втрати
iнформацiї. Нехай 𝑈 i 𝐷 вiдповiдно позначають
функцiю збiльшення субпiксельної дискретизацiї та
зменшення дискретизацiї десубпiкселя [12]. Опера-
цiї по зменшенню та збiльшенню кроку дискретиза-
цiї призводять до перетворення iдентичностi таким
чином, що:

𝑈 (𝐷 (𝑋)) = 𝑋. (5)

Запропонований метод є швидким та ефективним
методом з наступних трьох причин. По-перше, роз-
глянутий метод виконує бiльшiсть своїх обчислень
у просторi з низькою роздiльною здатнiстю. Обчи-
слювальна складнiсть набагато нижча, нiж у мереж
кодер-декодер iз незмiнною роздiльною здатнiстю.
По-друге, кiлькiсть каналiв, що використовуються в
залишкових блоках, невелика, що дозволяє нейрон-
нiй мережi бути глибшою. По-третє, даний метод
виконує зниження дискретизацiї, яке називається
десубпiксель, що не призводить до втрати iнфор-
мацiї [13].
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х2 Desubpixel

х2 Subpixel

Рис. 3. Субпiксель та запропонований десубпiксель

2 Функцiї втрат

Mean Squared Error (MSE) – це метрика, яка
використовується для оцiнки якостi прогнозiв мо-
делi. Вона широко використовується в статистично-
му аналiзi, машинному навчаннi та iнших галузях.
MSE розраховується як середнє значення квадра-
тiв вiдхилень прогнозованих значень вiд фактичних
значень. Чим менше значення MSE, тим краще мо-
дель прогнозує данi. Математично, формула MSE
виглядає наступним чином:

MSE =

(︂
1

n

)︂
*
∑︁

(𝑖 = 1, 𝑛) (𝑦𝑖 − 𝑦𝑖)2, (6)

де 𝑛 – кiлькiсть прикладiв у вибiрцi, 𝑦𝑖 – фактичне
значення для 𝑖-го прикладу, 𝑦𝑖 – прогнозоване зна-
чення для i-го прикладу. MSE може бути корисною
метрикою для порiвняння рiзних моделей та для
визначення того, яку модель слiд використовувати
для подальшого прогнозування.

VGG Loss – це метрика, яка використовується
для оцiнки якостi, зокрема для задач генерацiї
зображень, використовуючи глибокi нейроннi ме-
режi. Ця метрика отримала свою назву на честь
нейронної мережi VGG, яка використовується для
виконання завдань комп’ютерного зору. VGG Loss
вимiрює рiзницю мiж вiдтвореним зображенням та
оригiнальним зображенням. Для цього використо-
вуються вiдображення об’єктiв на рiзних рiвнях
абстракцiї зображення, якi знаходяться в нейроннiй
мережi VGG. Формула VGG Loss може виглядати
наступним чином:

𝑉 𝐺𝐺𝐿𝑜𝑠𝑠 = 𝜆1 · 𝐿1 + 𝜆2 · 𝐿2 + 𝜆3 · 𝐿3 + 𝜆4 · 𝐿4, (7)

де 𝐿1 − 𝐿4 – це середньоквадратичнi помилки мiж
вiдображеннями об’єктiв на рiзних рiвнях абстрак-
цiї зображення вiдтвореного зображення та оригi-
нального зображення. Коефiцiєнти 𝜆1 − 𝜆4 викори-
стовуються для збалансування ваг кожної складової
метрики. У загальному, VGG Loss допомагає забез-
печити, що вiдтворенi зображення мають подiбнi

характеристики до оригiнальних зображень, такi
як контрастнiсть, насиченiсть кольорiв та форми
об’єктiв на зображеннi. Це допомагає забезпечити
бiльш якiсну генерацiю зображень та покращити
рiвень задоволення користувачiв.

Параметри компромiсу використовуються для
оптимiзацiї алгоритмiв та моделей машинного на-
вчання, коли необхiдно збалансувати рiзнi пара-
метри для досягнення найкращої загальної про-
дуктивностi. Параметри компромiсу включають в
себе збалансування рiзних аспектiв моделi, напри-
клад точностi та швидкостi обчислень. Остаточна
функцiя втрат складається з втрат середньоква-
дратичної помилки (MSE) ℒ𝑀 i втрати VGG ℒ𝑉 з
параметрами компромiсу 𝛼𝑀 i 𝛼𝑉 вiдповiдно:

ℒ = 𝛼𝑀ℒ𝑀 + 𝛼𝑉 ℒ𝑉 . (8)

3 Експеримент

Для тестування були використанi еталоннi на-
бори даних, ми використовуємо набор iз 100 зо-
бражень з обличчям людей. Всi зображення були
завантаженi з електронного ресурсу, де користувачi
дiляться своїми зображеннями безкоштовно. Запро-
понована в роботi нейрона мережа навчається на
еталонних зображеннях в вузьконаправленому про-
фiлi, для даного експерименту було обрано обличчя
людей в рiзних ракурсах. Наступним етапом були
обранi функцiї спотворення для подальшого рекон-
струювання зображення. Для початку закладалися
вхiднi данi, на яких i працює нейронна мережа. Пiд
час проведення дослiдження потрiбно було прораху-
вати кiлькiсть циклiв навчання, згорткових шарiв,
залишкових блокiв та iншi характеристики описа-
нi вище. Результатом тестування було проведення
порiвняння спiввiдношення пiк-сигнал-шум (PSNR)
та структурної подiбностi (SSIM) запропонованих
методiв з рiзними варiантами налаштування втрат
та кiлькостi циклiв навчання. Даний метод був
реалiзований з використанням мови програмування
python 3.6 та модулiв: tensorflow 1.10, tensorlayer
1.9, tensorboardX 1.4. Експерименти проводяться
на одному графiчному процесорi NVidia GeForce
GTX1650 i на це йде близько 5 годин навчання.

Для дослiдження було виконано три методи нав-
чання: 𝑀𝑆𝐸𝑠4, 𝑀𝑆𝐸𝑠2 та 𝐹𝑢𝑙𝑙𝑠4. Метод 𝑀𝑆𝐸𝑠4

має коефiцiєнт зменшення вибiрки 4 та параметри
компромiсу 𝛼𝑀 = 1 та 𝛼𝑉 = 0. Метод 𝑀𝑆𝐸𝑠2

має коефiцiєнт зменшення вибiрки 2 та параметри
компромiсу 𝛼𝑀 = 1 та 𝛼𝑉 = 0. Метод 𝐹𝑢𝑙𝑙𝑠4
має коефiцiєнт зменшення вибiрки 4 та параметри
компромiсу 𝛼𝑀 = 1 та 𝛼𝑉 = 10−4. Кiлькiсть ци-
клiв навчання 20, 50 та 100. На Рис. 4 показанi
графiкi порiвняння результатiв дослiджень, в ходi
експерименту ми побачили що, метод 𝑀𝑆𝐸𝑠2 кра-
ще справляється з реконструкцiєю зображень при
впливi завад але якщо дивитися з точки зору ви-
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хiдних зображень, то метод 𝐹𝑢𝑙𝑙𝑠4 краще працює з
темними зображеннями.

Тому далi було розроблено об’єднаний метод
𝑀𝑆𝐸𝑠2𝐹𝑢𝑙𝑙 з коефiцiєнтом зменшення вибiрки 2 та

параметрами компромiсу 𝛼𝑀 = 1 та 𝛼𝑉 = 10−4

Даний метод краще працює з рiзними зображення-
ми i вiдтворює спотворене зображення близьке до
оригiналу Рис. 4.

Рис. 4. Порiвняння PSNR та SSIM запропонованих методiв з рiзними варiантами налаштування

Табл. 1 Порiвняння PSNR i SSIM запропонованого
методу з рiзними варiантами налаштування.

Метод PSNR SSIM
𝑀𝑆𝐸𝑠4 32.69 0.9736
𝑀𝑆𝐸𝑠2 37.16 0.9956
𝐹𝑢𝑙𝑙𝑠4 32.53 0.9723

𝑀𝑆𝐸𝑠2𝐹𝑢𝑙𝑙 37.41 0.9965

Тестування мережi показало що, запропонова-
ний метод 𝑀𝑆𝐸𝑠2𝐹𝑢𝑙𝑙 досягає кращих показникiв в
порiвняннi з методами 𝑀𝑆𝐸𝑠4, 𝑀𝑆𝐸𝑠2 та 𝐹𝑢𝑙𝑙𝑠4 як
за PSNR, так i за SSIM.

4 Результати

В результатi експерименту визначено алгоритм,
по якому запропонована нейронна мережа може по-

кращувати будь-яке зображення, з рiзними видами
спотворень. На Рис. 5 показанi покращенi зображе-
ння за допомогою даної нейронної мережi. Зображе-
ння низької та високої якостi зробленi за допомогою
камери xiaomi mi 10t pro та дзеркальної фотокамери
Canon 250D вiдповiдно. При покращеннi зображень
контрасти зазвичай можуть рiзнитися мiж низь-
коякiсними та високоякiсними зображеннями, що
має бути усунене за допомогою методу нормалiзацiї
шарiв екземплярiв [14]. Обмеження методу полягає
в недосконалостi ресурсiв мобiльних пристроїв, це
обмеження на складних зразках неминуче (Рис. 6).
Метод вводить артефакти, пов’язанi з трудноща-
ми розрiзнення хрестоподiбних або вертикальних
лiнiй. При покращеннi зображення, оскiльки вхiднi
данi надходять в умовах поганого освiтлення, запро-
понований алгоритм нездатний посилити яскравi
кольори.

Рис. 5. Зображення з високою роздiльною здатнiстю (HR), зображення з низькою роздiльною здатнiстю
(LR) та вiдновлене зображення з високою роздiльною здатнiстю (SR) методу 𝑀𝑆𝐸𝑠2𝐹𝑢𝑙𝑙
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Рис. 6. Обмеження методу, до та пiсля обробки ней-
ронної мережi

Висновки

Супер роздiльна здатнiсть є досить новим нау-
ковим напрямом в обробцi зображень, що постiйно
розвивається та покращується. Хоча деякi методи
SR були розробленi вже давно, їхнiй розвиток та
застосування стали можливими тiльки з використа-
нням сучасних алгоритмiв та технологiй, таких як
глибиннi нейроннi мережi.

Метод для вiдтворення та полiпшенням яко-
стi зображень є швидким та ефективним методом.
Проведення експерименту з використанням даного
методу показало його наступнi переваги:

– бiльшiсть обчислень проводиться у просторi з
низькою роздiльною здатнiстю, що значно спрощує
обчислювальнi операцiї;

– кiлькiсть каналiв, що використовуються в за-
лишкових блоках, невелика, що дозволяє мережi
бути глибшою в стiльки разiв в скiльки разiв змен-
шується кiлькiсть каналiв;

– метод виконує зменшення дискретизацiї, що не
призводить до втрати iнформацiї.

Оскiльки мова йде про роботу згорткової ней-
ронної мережi в мобiльних пристроях, якi мають
обмежений обчислювальний ресурс, то слiд також
враховувати i обмеження, якi накладаються на ви-
користання даного методу. Так, наприклад, пiд час
покращення зображення, коли вхiдне зображення
виконано з поганим освiтленням, метод не може
покращити яскравi кольори.

Щоб прискорити час виходу, запропонований ме-
тод виконує бiльшiсть обчислювальних операцiй у
просторi з низьким дозволом. Особливостi низької
роздiльної здатностi, отриманi за допомогою запро-
понованого десубпiкселя, який забезпечує ефектив-
ний спосiб зменшення вiдбору зображень з високою
роздiльною здатнiстю. Просторовi характеристики
систематично переставляються в канали, зберiгаю-
чи значення незмiнними, за рахунок чого забезпе-
чують достатню iнформацiю для наступних шарiв
згортки. Для пiдвищення точностi реконструкцiї
конволюцiйна архiтектура мережi є бiльш глибо-
кою, що робить її придатною для глибинного навча-
ння, з невеликою кiлькiстю каналiв. Експеримен-
тальнi результати за стандартними наборами даних

демонструють прогресуючi досягнення з точки зору
якостi зображення та часу роботи запропонованого
методу порiвняно з подiбними вже вiдомими метода-
ми реставрацiї зображень. Отже, можна сказати, що
супер роздiльна здатнiсть продовжує бути актив-
ною областю дослiджень, яка постiйно розвивається
та вдосконалюється.
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Super-Resolution Image Restoration
Using Convolutional Neural Network

Nedzelskyi O. Yu., Lashchevska N. О.

The main goal of the super resolution method is to
create a higher resolution image from a lower resolution
image. High-resolution images provide a high pixel densi-
ty, hence more detail in the original image. The need
for high resolution is widespread in computer vision techni-
ques, pattern recognition applications, or general image
analysis. However, high-resolution images are not always
available. This is due to the fact that the conversion
processes and processing methods require ultra-powerful
processes, and the equipment for obtaining high-resolution
images is expensive. These problems can be overcome
by using image processing algorithms that are relati-
vely inexpensive, which has led to the concept of super-
resolution. This has the advantage that it can cost less

and existing low-resolution imaging systems are readily
available. High resolution is essential in medical imaging
for diagnosis. Many applications require zooming into a
specific image area, where high resolution becomes essenti-
al, such as surveillance, forensics, and satellite imaging.
The method is presented in this paper, using a convoluti-
onal neural network to reproduce super-resolution images,
directly performs the conversion from a low-resolution
image to an image similar to the original. To speed up
the output time, the proposed method performs most
computational operations in low-resolution space, while
reducing the sampling does not lead to information loss.
The main task of the neural network is to reconstruct
the distorted image and find the ideal reconstruction
function, according to which, in fact, a neural network
of a simple structure creates high-quality images with
better performance, such as resolution, signal-to-noise ratio,
with less time spent on image restoration. During the
experiment, we determined an algorithm bywhich the
proposed neural network can reconstruct any image with
different types of distortion. The super-resolution method is
implemented using the python 3.6 programming language
and the tensorflow and tensorlayer software modules for
convolutional neural networks. Graphical data of signal-to-
noise ratio, structural similarity, and loss plots are obtained
using the tensorboardX module.

Keywords: super resolution; convolutional neural
networks; signal-to-noise ratio; MSE loss; VGG loss; sampl-
ing reduction factor; encoder; decoder; desubpixel
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